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Wst¦pne przetwarzanie danych

uzupeªnianie brakuj¡cych warto±ci

poprawianie bª¦dnych danych

przeksztaªcanie zmiennych (np. skalowalnie, standaryzacja)

dyskretyzacja i numeracja stanów

redukcja wymiarów

ekstrakcja nowych cech (stworzenie nowych zmiennych)

podziaª danych na treningowe, testowe i kontrolne

operacje specjalne dla specjalnych typów danych (np.
wyodr¦bnienie trendu i cykliczno±ci dla szeregów
czasowych, przygotowanie danych tekstowych, etc.)
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Cel wst¦pnego przetwarzania danych

Celem jest przygotowanie danych do tego, aby algorytmy
eksploracji danych zbudowaªy jak najlepsze modele.

Nale»y wzi¡¢ pod uwag¦ jaki typ eksperymentu b¦dzie
wykonywany:

model deskrypcyjny: przedstawienie zale»no±ci (wzorców)
ukrytych w danych

model predykcyjny: uzupeªnienie brakuj¡cych warto±ci
interesuj¡cej nas zmiennej przewidywanej
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Model deskrypcyjny

Poniewa» model deskrypcyjny ma dostarczy¢ wja±nie« wzorców
w danych, nale»y ostro»nie usuwa¢ zmienne lub przypadki.

Dane dla takich modeli maj¡ raczej du»o zmiennych, w tym
specjalnie stworzone nowe zmienne, wyprowadzone z
istniej¡cych, które mog¡ poprawi¢ interpretowalno±¢ danych.

Warto±ci brakuj¡ce, nietypowe lub odstaj¡ce mog¡ tu by¢ cenn¡
informacj¡ i niekoniecznie nale»y je usuwa¢.

Zarówno zmienne i jak i algorytmy eksploracji w takim
przypadku powinny by¢ wysoce interpretowalne.
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Model predykcyjny

W modelu predykcyjnym chodzi przede wszystkim o jak
najdokªadniejsz¡ i najwiarygodniejsz¡ predykcj¦ interesuj¡cego
atrybutu (cechy), wi¦c obecno±¢ czy interpretowalno±¢
poszczególnych zmiennych jest podrz¦dnym celem.

Mo»na np. usuwa¢ warto±ci odstaj¡ce, zmienne silnie
skorelowane z innymi zmiennymi lub stosowa¢ algorytmy o
du»ej skuteczno±ci lecz niskiej interpretowalno±ci (ang.
black-box) takie jak np. sieci neuronowe czy lasy losowe.
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Uzupeªnianie brakuj¡cych danych

Ka»dy przypadek brakuj¡cych danych mo»e by¢ uzupeªniony na rózne
sposoby:

zast¡pienie staª¡
(R: np. NA→ 0 w caªej tabeli �oceny�: oceny[is.na(oceny)] <- 0)

zast¡pienie jak¡± statystyk¡ pozycyjn¡ (np. ±redni¡, median¡, mod¡,
etc.), je±li jest to niewielka cz¦±¢ danych (mniej ni» 10%) i nie
zakªóci to wyra¹nie rozkªadu warto±ci (R: impute(e1071))

usuni¦cie niekompletnych wierszy, szególnie je±li w danych wierszach
jest wiele brakuj¡cych warto±ci i nie stanowi¡ one du»ej cz¦±ci danych
(mniej ni» 10%) (R: na.omit)

usuni¦cie niekompletnych kolumn, szczególnie je±li usuni¦cie
odpowiadaj¡cych zmiennych nie wpªynie negatywnie na jako±¢ modelu
(R: np. dane[,apply(dane,2,function(x) !any(is.na(x)))])

uzupeªnienie warto±ci przy u»yciu modelu predykcyjnego (R: np.:
ec.knnimp(dprep) bazuje na najbli»szych s¡siadach)

Uzupeªnianie danych wymaga znajomo±ci dziedziny danych (wiedza
dziedzinowa/ekspercka).

(R: zabezpieczenie zmiennej przed zmianami:

lockBinding("<nazwaZmiennej>", globalenv()))
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Zasada minimalizacji zmian w rozkªadzie zmiennych

Przy uzupeªnianiu brakuj¡cych danych nale»y stara¢ si¦ robi¢ to
w taki sposób, aby mo»liwie najmniej znieksztaªci¢ istniej¡ce
dane.

Mo»na np. sprawdza¢ rozkªady zmiennych po uzupeªnieniu
danych.

Oprócz porównania gra�cznego (np. histogramów) zmiennych
przed i po uzupeªnieniu mo»na te» stosowa¢ pewne miary
zgodno±ci rozkªadów.

Czasami brak warto±ci okazuje si¦ by¢ skorelowanym z inn¡
informacj¡ (np. ludzie starsi mog¡ rzadziej podawa¢ wiek, etc.)
i dobrze jest takie ewidentne wspóªzale»no±ci wykry¢.

Mo»na te» stosowa¢ wyra�nowane póª-automatyczne metody
uzupeªniania brakuj¡cych danych przy pomocy modeli
predykcyjnych.
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Poprawianie bª¦dnych danych

Dane mog¡ by¢ bª¦dne z ró»nych powodów:

niezgodne z przyj¦tymi w dziedzinie reguªami (np. data
wypisania ze szpitala przed dat¡ wpisania do szpitala)

niezgodne z wiedz¡ dziedzinow¡ (np. temperatura
powietrza w Polsce w zimie 36 stopni Celsjusza)

niezgodne z ogóln¡ wiedz¡ (np. temperatura powietrza
-500 stopni Celsjusza)

Szczególnie w przypadku modeli deskrypcyjnych zast¦powanie
danych bª¦dnych powinno by¢ konsultowane z ekspertem
dziedzinowym.
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Transformacje zmiennych

W fazie wst¦pnego przetwarzania danych zmienne mog¡ by¢
poddawane rozmaitym transformacjom. Rozwa»a si¦ rozmaite
rodzaje transformacji w zale»no±ci m.in. od typu danych:

zmienne numeryczne (np. rozmaite transformacje
funkcyjne, dyskretyzacja)

zmienne kategoryczne (numeracja stanów, etc.)

nowe zmienne (tworzenie nowych zmiennych na podstawie
istniej¡cych)
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Daty

Szczególnym rodzajem danych s¡ daty. Istnieje ogromna
ró»norodno±¢ formatów daty.

Bardzo u»ytecznym narz¦dziem do przetwarzania formatów
danych jest np. narz¦dzie date w powªoce Linuxa (Bash).

Daty maj¡ kilka specy�cznych cech, np:

daty (wªa±ciwie time-stamp), s¡ na ogóª unikatowe (typ
zmiennej monotonicznej), wi¦c na ogóª warto±ci ze zbioru
treningowego i testowego nie b¦d¡ si¦ powtarzaªy

z drugiej strony, data zawiera wiele rodzajów cykliczno±ci
(dobowy, tygodniowy, miesi¦czny, roczny, etc.), które mog¡
nie±¢ cenne informacji i warto je wydoby¢ przez jawn¡
transformacj¦
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Warto±ci odstaj¡ce (ang. outliers)

S¡ to warto±ci, które s¡ zdecydowanie mniejsze lub wi¦ksze od
wi¦kszo±ci pozostaªych warto±ci danej zmiennej.

Typowo za warto±ci odstaj¡ce uwa»a si¦ takie, które nie
mieszcz¡ si¦ w odlegªo±ci 1.5 IQR od dolnego lub górnego
kwartyla.

Warto±ci odstaj¡ce nie s¡ zbyt przydatne do budowania modeli
predykcyjnych:

prawdopodobie«stwo ich wyst¡pienia w danych nieznanych
jest niewielkie
w danych treningowych wyst¦puj¡ na tyle rzadko, »e
algorytmy eksploracji danych nie s¡ na ogóª w stanie
wychwyci¢ wzorców ich wyst¦powania

Dlatego w modelach predykcyjnych warto±ci odstaj¡ce nie s¡ na
ogóª brane pod uwag¦ (mog¡ by¢ traktowane podobnie jak w
przypadku danych bª¦dnych lub brakuj¡cych)
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Skalowanie

Skalowanie zmiennych oznacza funkcyjn¡ transformacj¦
zmiennej numerycznej polegaj¡c¡ na poddaniu jej dziaªaniu
pewnej matematycznej funkcji w taki sposób, »eby:

transformacja byªa monotoniczna (czyli zachowuj¡ca
porz¡dek warto±ci) i ró»nowarto±ciowa

warto±ci po transformacji byªy w ustalonym przedziale (np.
[0,1])

(je±li to mo»liwe) nie zmieni¢ rozkªadu danych
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Cele skalowania zmiennych

Powody normalizacji/skalowania mog¡ by¢ ró»norakie np:

niektóre algorytmy eksploracji danych s¡ wra»liwe na
bezwzgl¦dn¡ warto±¢ zmiennej (np. wi¦ksze warto±ci maj¡
wi¦kszy wpªyw na algorytm ni» mniejsze), a wi¦c
normalizacja niweluje taki, cz¦sto arbitralny wpªyw
(w przypadku niektórych transformacji) ªatwiejsza
interpretowalno±¢ danych nie wymagaj¡ca znajomo±ci
dziedziny (nie trzeba zna¢ zakresu warto±ci w dziedzinie,
aby oceni¢ jak wysoka jest dana warto±¢, etc.). Z drugiej
strony, transformowane warto±ci mog¡ by¢ mniej
zrozumiaªe dla eksperta dziedzinowego.
w przypadku skalowania zmieniaj¡cego rozkªad mo»e
chodzi¢ np. o to, »eby:

uszczegóªowi¢ przypadki graniczne, tzn. blisko warto±ci
±rednich (ampli�kacja)
odzwierciedli¢ pewne elementy wiedzy dziedzinowej (np.
multiplikatywno±¢ zmiennej a nie jej addytywno±¢)
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Typy transformacji zmiennych numerycznych

Przykªadowe transformacje:

normalizacja min-max

normalizacja eksponencjalna (funkcj¡ sigmoidaln¡)

standaryzacja (ang. z-score)

logarytmizacja

odwrotno±¢ (np. podobie«stwo ↔ odlegªo±¢)

pierwiastkowanie

funkcje cyklometryczne (np. arcus sinus)
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Normalizacja min-max

Jest to jedna z najprostszych metod skalowania zmiennych:

z(x) =
x −min(x)

(max(x)−min(x))

Wªasno±ci:

liniowo±¢

monotoniczno±¢

niezmienno±¢ ksztaªtu rozkªadu (poza skalowaniem
liniowym)

zakres [0,1] (ale tylko dla danych treningowych!)

prostota
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Normalizacja eksponencjalna

z(x) =
1

1+ e−α·x

α > 0 jest parametrem: im wy»szy tym bardziej �stromy�
wykres (wi¦ksza ampli�kacja)1

(R: x = seq(-3,3,0.1); plot(1/(1+exp(-(2*x)))) )

Wªasno±ci:

monotoniczno±¢

zakres (0,1) - dla wszystkich mo»liwych warto±ci (nawet
spoza zbioru treningowego!)

nieliniowo±¢ (zmiana ksztaªtu rozkªadu)

nieograniczono±¢ dziedziny

ampli�kacja (wzmocnienie ró»nic) dla warto±ci ±rednich
1z uwagi na ksztaªt funkcja ta nazywana jest sigmoidaln¡, jest te»

u»ywana jako funkcja aktywacji w ci¡gªych neuronach
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Standaryzacja (ang. z-score)

Celem standaryzacji zmiennej jest mody�kacja rozkªadu tak
aby:

miaª warto±¢ ±redni¡ 0

miaª odchylenie standardowe 1

z(x) =
x −mean(x)

sd(x)

Wªasno±ci:

przeksztaªcenie liniowe i monotoniczne

brak zmiany ksztaªtu rozkªadu (poza przeskalowaniem
liniowym)

(R: scale)
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Logarytmowanie

z(x) = logb(x)

(gdzie b > 0, b 6= 1 jest parametrem, np. b = e lub b = 2)

Logarytmowanie mo»e by¢ po»¡dane, je±li zmienna ma charakter
multiplikatywny (np. cz¦stotliwo±¢ d¹wi¦ku, przyrost ceny akcji)
a chcemy uzyska¢ zmienn¡ o charakterze addytywnym.

W szczególno±ci, zmienna losowa ma rozkªad logarytmicznie
normalny je±li jej logarytm ln(X ) ma rozkªad normalny.

Gdy zmienna przyjmuje warto±ci nieujemne (wª¡cznie z 0),
mo»na doda¢ 1, np:

z(x) = logb(x + 1)
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Odwrotno±¢

Czasem przydatna jest transformacja odwrotna:

z(x) =
1

x

(dla x dodatnich)

lub:

z(x) =
1

x + 1

(dla x nieujemnych)

Jest to przydatne np. przy przechodzeniu z �podobie«stwa� do
�odlegªo±ci� i odwrotnie
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Dyskretyzacja (kwantyzacja) zmiennych
numerycznych

Dyskretyzacja to operacja zamiany zmiennej numerycznej na
odpowiadaj¡c¡ jej zmienn¡ kategoryczn¡ poprzez zde�niowanie
pewnej funkcyjnej zale»no±ci pomi¦dzy dawnymi warto±ciami
(numerycznymi) a nowymi (kategorycznymi).

Na ogóª przy zmniejszeniu (na ogóª) liczby mo»liwych
przyjmowanych warto±ci.
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Cele dyskretyzacji

Cele mog¡ by¢ rozmaite, np:

uproszczenie danych w zamian za cz¦±ciow¡ utrat¦
informacji (szczególnie, je±li zmienna przyjmuje b.du»o
ró»nych warto±ci)

zmniejszenie �rozdzielczo±ci� zmiennej

wychwycenie bardziej zgrubnych wzorców

�podpowiedzenie� algorytmom (przy u»yciu wiedzy
dziedzinowej), »e pewne przedziaªy warto±ci maj¡ istotne
znaczenie dziedzinowe (np. niepeªnoletnio±¢, godzina
policyjna, etc.)

podziaª danych na podzbiory, aby zwi¦kszy¢ korelacj¦ ze
zmienn¡ przewidywan¡

wykorzystanie algorytmów pracuj¡cych tylko na danych
kategorycznych

wyeliminowanie warto±ci odstaj¡cych
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Sposoby dyskretyzacji

Na ogóª dyskretyzacja dokonywana jest metod¡ przedziaªow¡
(przynale»no±¢ do okre±lonego przedziaªu warto±ci równowa»na
jest otrzymaniu danej warto±ci kategorycznej)

przedziaªy równej szeroko±ci

przedziaªy o równej liczbie warto±ci (zmienia rozkªad w
kierunku jednostajnego)

maksymalizacja wpªywu na zmienn¡
decyzyjn¡/przewidywan¡ (np. za pomoc¡ minimalizacji
entropii)

przedziaªy o konkretnych warto±ciach brzegowych (zgodnie
z wiedz¡ dziedzinow¡, np. wiek < 18, etc.)
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Dyskretyzacja za pomoc¡ grupowania

Dyskretyzacji mo»na te» dokona¢ za pomoc¡ algorytmu
grupuj¡cego (ang. clustering) - wtedy warto±¢ kategoryczna
wyznaczona jest przez przynale»no±¢ do odpowiedniej grupy.

Podej±cie takie jest bardziej wyra�nowane ni» metoda
przedziaªowa, gdy» przy obliczaniu nowej warto±ci mo»e
uwzgl¦dnia¢ warto±ci innych zmiennych.
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Uogólnianie (zmiennych kategorycznych)

Je±li zmienna kategoryczna przybiera bardzo du»¡ liczb¦
warto±ci (szczególnie w porównaniu z liczb¡ przypadków), to
mo»e to stanowi¢ problem dla algorytmów eksploracji danych z
wuagi na trudne (lub kosztowne obliczeniowo2) wykrycie
zale»no±ci.
Problemowi takiemu mo»na zaradzi¢ poprzez np.:

uogólnianie: odwzorowanie wielu ró»nych warto±ci w jedn¡,
bardziej ogóln¡ (wymaga to wiedzy dziedzinowej), np:
miasto -> powiat, kwartaª -> rok, etc.

ignorowanie rzadziej wyst¦puj¡cych stanów

zast¦powanie warto±ci dyskretnych ci¡gªymi i traktowanie
jako zmiennej numerycznej (numerowanie stanów)

2liczba mo»liwych zale»no±ci jest wykªadnicz¡ funkcj¡ liczby mo»liwych
warto±ci
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Numerowanie stanów

Jest to operacja w pewnym sensie odwrotna do dyskretyzacji.
Niektóre algorytmy wymagaj¡ warto±ci numerycznych.
Ponadto, mo»na w ten sposób odda¢ pewn¡ wiedz¦ dziedzinow¡
(np. uporz¡dkowanie stanów, etc.)
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Kodowanie zmiennych

Wyst¦puj¡ te» m.in. nast¦puj¡ce metody:

kodowanie binarne (zast¡pienie jednej zmiennej o k
warto±ciach k zmiennymi binarnymi, tzw. indykatorami -
tylko jeden indykator mo»e by¢ �1�, pozostaªe s¡ �0�).
Wad¡ jest wi¦ksza liczba zmiennych, ale niektóre
algorytmy lepiej przy takim kodowaniu dziaªaj¡.

kodowanie wiele-do-wielu (wymaga pewnej kreatywno±ci i
wiedzy dziedzinowej), np. zamiast nazwy miasta mo»na
poda¢ wielko±¢ miasta (maªe, ±rednie, du»e) i oprócz tego
np. cz¦±¢ kraju (np. wschodnia, zachodnia, etc.)
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Przestrze« atrybutów

Przestrze« atrybutów, to sposób patrzenia na dane jako na
punkty (wektory) w wielo-wymiarowej przestrzeni, gdzie ka»da
zmienna reprezentuje inny wymiar.

Niektóre dane rzeczywiste mog¡ zawiera¢ bardzo du»o
zmiennych (np. dane bio-medyczne).

Problem wysokiej liczby wymiarów powoduje rozmaite trudno±ci
algorytmiczne i matematyczne i zostaª nazwany umownie
�przekle«stwem wymiarowo±ci� (ang. curse of dimensionality).

Istniej¡ ró»ne techniki redukcji liczby wymiarów.
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Przekle«stwo wymiarowo±ci (ang. curse of
dimensionality)

Im wi¦ksza liczba wymiarów, tym bardziej mog¡ dawa¢ si¦ we
znaki m.in. nast¦puj¡ce problemy algorytmiczne i
matematyczne:

coraz wi¦ksza minimalna liczba przypadków niezb¦dna, aby
uchwyci¢ jakiekolwiek zale»no±ci w danych (zauwa»my, »e
np. przez 2 punkty w 3 wymiarach przechodzi
niesko«czenie wiele pªaszczyzn, etc.)

coraz wi¦ksza liczba kombinacji zmiennych (i kombinacji
warto±ci tych zmiennych)

coraz wi¦kszy promie« odlegªo±ci musi by¢ wzi¦ty pod
uwag¦, aby obj¡¢ ustalon¡ cz¦±¢ przestrzeni.

tym ªatwiej przetrenowa¢ model
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Redukcja wymiarów

Aby zredukowa¢ liczb¦ wymiarów mo»na stosowa¢ m.in.
nast¦puj¡ce techniki:

usuwanie niektórych zmiennych

analiza skªadowych gªównych (PCA - ang. principal
component analysis)
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Usuwanie zmiennych

Przy operacji usuwania zmiennych nale»y:

konsultowa¢ wiedz¦ dziedzinow¡

usuwa¢ w pierwszej kolejno±ci te zmienne, które maj¡ nisk¡
warto±¢ informacyjn¡ (s¡ redundantne), co mo»na
sprawdza¢ np. za pomoc¡ miar korelacji.
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Analiza skªadowych gªównych (PCA - principal
component analysis)

Metoda skªadowych gªównych jest matematyczn¡ technik¡
macierzow¡ maj¡c¡ na celu transformacj¦ przestrzeni atrybutów
do przestrzeni o ni»szej liczbie wymiarów w taki sposób, »e:

automatycznie tworzone s¡ nowe �wymiary� (zmienne)
b¦d¡ce kombinacjami istniej¡cych wymiarów

pozostawia si¦ tylko zmienne, które maj¡ najwi¦ksz¡
�zmienno±¢�, czyli nios¡ najwi¦cej informacji

(technika PCA wymaga odr¦bnego omówienia i wykracza poza
materiaª niniejszego wykªadu)
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Równowa»enie danych

Technika ta ma znaczenie w przypadku gdy:

liczno±ci przypadków odpowiadaj¡ce ró»nym klasom
(kategoriom) s¡ niezrównowa»one, co mo»e da¢ w efekcie
np. model staªy o wysokiej dokªadno±ci, ale niskiej
F-mierze (tzw. paradoks dokªadno±ci)

rozkªad przypadków w danych daleko odbiega od sytuacji
rzeczywistej co mo»e zaburzy¢ model

Dane mo»na równowa»y¢ np.:

poprzez usuni¦cie cz¦±ci przypadków �wi¦kszo±ciowych�

�nadpróbkowanie� przypadków �mniejszo±ciowych� (ang.
over-sampling)
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Dodawanie zmiennych

Aby podnie±¢ jako±¢ modeli obliczanych przez niektóre
algorytmy eksploracji danych, mo»na doda¢ nowe zmienne
obliczone na podstawie istniej¡cych zmiennych.

Np. w modelu regresji liniowej mo»na sztucznie doda¢ do
modelu kwadraty, iloczyny par zmiennych i wy»sze pot¦gi do
modelu, co mo»e znacznie rozszerzy¢ elastyczno±¢ i dokªadno±¢
modelu, przy wszystkich zastrze»eniach odno±nie wady, jak¡ jest
wzrost liczby wymiarów.

Pomocna jest konsultacja wiedzy dziedzinowej.
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Podziaª danych

Podziaª danych wykonuje si¦ w celu unikni¦cia przetrenowania
oraz w celu oszacowania jako±ci zbudowanych modeli w
przypadku danych nieznanych.

dane treningowe (uczenie modeli)

dane ewaluacyjne (ewaluacja, parametryzacja i selekcja
modeli)

dane kontrolne/testowe (ostateczna ewaluacja modeli)

Na ogóª stosuje si¦ podziaª danych w proporcjach ok.
70%,20%,10% lub zbli»onych.
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Specjalne przypadki

Podziaª na dane treningowe/testowe i ewaluacyjne musi
uwzgl¦dnia¢ specy�k¦ zadania, np:

szeregi czasowe (na ogóª dzieli si¦ dane wg cezury
czasowej: wcze±niejsze to treningowe, pó¹niejsze to
testowe, aby unikn¡¢ niepeªno±ci danych i maksymalnie
odwzorowa¢ realne zadanie)

wykrywanie oszustw (ang. fraud detection) (nale»y
uwzgl¦dni¢ integralno±¢ danych, np. nie dzieli¢ operacji z
danego konta pomi¦dzy testowe i treningowe, etc.)
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Podsumowanie

Cele wst¦pnego przetwarzania danych

Brakuj¡ce dane

Transformacje zmiennych

Redukcja wymiarów

Wzbogacanie danych

Podziaª danych
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Przykªadowe pytania/zadania/problemy

wymie« cele i fazy wst¦pnego przetwarzania danych

wymie« metody uzupeªniania brakuj¡cych danych

wymie« rodzaje, cele i techniki transformacji zmiennych

co to jest przekle«stwo wymiarowo±ci?

wymie« cele i techniki wzbogacania danych

opisz zagadnienie podziaªu danych
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Dzi¦kuj¦ za uwag¦.
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