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miary ewaluacyjne dla klasy�kacji
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Ograniczenia pojedynczego perceptronu

Pojedyczny perceptron mo»e by¢ u»yty jako klasy�kator w
przypadku najwy»ej 2 klas

Nawet dla 2 klas s¡ przypadki, które nie mog¡ by¢ rozwi¡zane
przez pojedynczy perceptron.

Ma te» pewne oczywiste ograniczenia: mo»e rozró»nia¢ tylko
rejony liniowo-separowalne w przestrzeni atrybutów
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Funkcja aktywacji neuronu

Warto±¢ �aktywacji� perceptronu:
∑

i
wixi −Θ (zwana tak»e

�net�) jest nast¦pnie u»yta jako argument w tzw. funkcji
aktywacji, która ostatecznie zwraca wyj±cie neuronu.

Jest wiele rodzajów funkcji aktywacji.

Ze wzgl¦du na typ numeryczny warto±ci wyj±cia:

dyskretny (liczba caªkowita): mo»e by¢ u»yty do klasy�kacji
ci¡gªy (liczba zmiennoprzecinkowa): mo»e by¢ u»yty do
regresji (lub równie» klasy�kacji)

Ze wzgl¦du na maksymaln¡ (aktywacja) i minimaln¡ (brak
aktywacji) zwracan¡ warto±¢:

unipolarny (dyskretny: {0,1}, ci¡gªy: [0,1])
bipolarny (dyskretny: {-1,1}, ci¡gªy: [-1,1])

Ze wzgl¦du na �ksztaªt� funkcji aktywacji (progowa, liniowa,
sigmoidalna, etc.)
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Przykªady najwa»niejszych funkcji aktywacji

Niech x oznacza wektor wej±ciowy, net =
∑

i
wixi −Θ,

(y oznacza wyj±cie neuronu)

Najcz¦±ciej u»ywane funkcje aktywacji:

funkcja �signum� (znak): y = signum(net)

funkcja progowa: y = bx > 0e
funkcja sigmoidalna: y = 1

1+e−net

funkcja liniowa (�surowe� wyj±cie): y = net

mini-test: które funkcje odpowiadaj¡:

ci¡gªemu/dyskretnemu neuronowi?, unipolarnemu/bipolarnemu?

która funkcja aktywacji nadaje si¦ do klasy�kacji/regresji?
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Funkcja sigmoidalna

Wariant unipolarny: y = 1
1+e−net

Wariant bipolarny: y = 2
1+e−net

− 1

Funkcja mo»e by¢ wyposa»ona w parametr �stromo±ci�
λ ∈ (0,∞):

y =
1

1 + e−λ·net

(im wy»sza jego warto±¢ tym bardziej stromy jest wykres funkcji)

Funkcja sigmoidalna ma kilka wa»nych wªasno±ci:

jest ci¡gªa i rosn¡ca

wªasno±¢ �wzmacniania� (ampli�kacji)
ma pochodn¡ i jej pochodna ma prost¡ form¦ podobn¡ do tej
samej funkcji (jest to wa»na matematycznie wªasno±¢ dla
metody wstecznej propagacji bª¦du w wielowarstwowych sieciach
neuronowych)



Jednowarstwowe
Sieci

Neuronowe
jako

klasy�katory
do wielu klas

(c) Marcin
Sydow

Jednowarstwowa sie¢ neuronowa jako
wielo-klasy�kator

Ka»dy pojedyczny perceptron mo»e klasy�kowa¢ do 2 klas.

Gdy mamy wiec¦j ni» 2 klasy, mo»emy u»y¢ caªej warstwy

perceptronów aby dokonywa¢ klasy�kacji.

Typowa architektura jest nast¦puj¡ca:

ka»de wej±cie jest podª¡czone do ka»dego perceptrona

wyj±cia poszczególnych perceptronów s¡ agregowane aby
wyznaczy¢ wyj±cie caªej takiej 1-warstwowej sieci
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Interpretowanie wyj±cia sieci neuronowej

W przypadku 2 klas, wyj±cie perceptronu stanowi¡cego
klasy�kator jest naturalnie interpretowane:

maximum aktywacji: �klasa 1�

minimum aktywacji: �klasa 0�

W przypadku wielu klas, klasy�kator w formie 1-warstwowej
sieci neuronów ma wiele wyj±¢. Istniej¡ 2 gªówne podej±cia do
architektury i reprezentacji wyj±cia sieci:

�lokalne�

�globalne�
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�Lokalna� architektura i reprezentacja wyj±cia

Liczba perceptronów jest dokªadnie taka sama jak liczba klas.

Ka»dy perceptron jest trenowany do aktywacji dla dokªadnie
jedej klasy

Prawidªowe wyj±cie takiej architektury jest nast¦puj¡ce:
dokªadnie jeden perceptron jest aktywny (i wyznacza decyzj¦
klasy�katora) a pozostaªe s¡ niekatywne.
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�Globalna� architektura i reprezentacja wyj±cia

W tym przypadku liczba perceptronów nie jest dokªadnie
okre±lona (ale mo»e by¢ mniejsza ni» w lokalnej)

Decyzja klasy�kacyjna wyznaczana jest na podstawie
kombinacji wyj±¢ wszystkich perceptronów.

Uwaga: skoro ka»dy perceptron ma 2 mo»liwe wyj±cia to dla K
klas potrzeba nie mniej ni» log2K perceptronów (ale cz¦sto
wi¦cej).

Lokalna reprezentacja ma t¦ zalet¦, »e je±li jest mo»liwa to
ªatwiej j¡ wytrenowa¢. Z drugiej strony, potrzebuje wi¦cej
perceptronów i nie zawsze mo»na j¡ stosowa¢.
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U»ycie ci¡gªych neuronów do klasy�kacji

Zamiast dyskretnych perceptronów w warstwie mo»na u»y¢ te»
ci¡gªych (o ci¡gªej funkcji aktywacji).

Wtedy podej±cie mo»e by¢ nast¦puj¡ce:

ka»dy ci¡gªy neuron jest trenowany aby maksymalnie si¦
aktywowa¢ tylko dla �swojej� klasy

decyzja klasy�kacyjna podj¦ta jest na podstawie tego
neurona, który si¦ maksymalnie aktywuje

Takie podej±cie jest bardziej odporne na niepo»¡dane sytuacje
ni» klasyczna dyskretna reprezentacja �lokalna�, poniewa»
praktycznie ka»de wyj±cie mo»e by¢ interpretowalne.
(zredukowany jest problem jednoczesnej aktywacji wielu
neuronów)
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Ewaluacja klasy�katorów

U»ywane s¡ nast¦puj¡ce miary ewaluacji klasy�katorów:

Dokªadno±¢ (ang. accuracy)

Precyzja i Peªno±¢ (Precision, Recall) (tylko 2 klasy)

F-miara (tylko 2 klasy)

Macierz omyªek (ang. Confusion Matrix) (dowolna liczba
klas)
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Dokªadno±¢ (Accuracy) i wady tej miary

Najprosztsz¡ miar¡ jako±ci klasy�katora jest dokªadno±¢, czyli
procentowy udziaª przypadków prawidªowo zaklasy�kowanych w
zbiorze testowym

Problem: wyobra¹my sobie 2 klasy A i B, przy czym 99%
przypadków klasy�kowanych jest do klasy A. W takim
przypadku, �oszukany� klasy�kator, który zawsze �na ±lepo�
przyporz¡dkowuje do klasy A osi¡gaªby a» 99% dokªadno±ci! (w
istocie jest bezu»yteczny, rozwa»my np. detektor po»aru, etc.)

Inne miary s¡ potrzebne szczególnie w przypadku, gdy mamy
wiele klas i bl¦dy maj¡ bardziej zªo»on¡ struktur¦.
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Macierz omyªek

Kwadratowa macierz K × K , gdzie K jest liczb¡ klas.

Ka»dy wiersz odpowiada faktycznej klasie obiektów.

Ka»da kolumna odpowiada klasie wskazanej przez klasy�kator (by¢
mo»e nieprawidªowo)

Ka»da komórka (i , j) zawiera liczb¦ przypadków (lub procent)
obiektów klasy i zaklasy�kowanych jako j .

Przykªad:
zaklasy�kowano jako -> a b c

a = Iris-setosa 50 0 0

b = Iris-versicolor 0 44 6

c = Iris-virginica 0 5 45

Pytanie: Jak wygl¡daªaby macierz idealnego klas�katora?

(byªaby to
macierz diagonalna)
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Ewaluacja klasy�katora gdy s¡ tylko 2 klasy:
Precyzja i Peªno±¢

Gdy mamy tylko 2 klasy (nazwijmy je �pozytywn¡� i
�negatywn¡�) mo»emy u»y¢ klasycznych miar precyzji i peªno±ci
(Precision i Recall) (oznaczane jako P oraz R)
Miary te pochodz¡ z dziedziny wyszukiwania informacji (ang.
Information Retrieval, IR)

De�nition

Precyzja to proporcja przypadków zaklasy�kowanych jako
pozytywne i faktycznie pozytywnych do wszystkich
zaklasy�kowanych jako pozytywne

De�nition

Peªno±¢ to proporcja przypadków zaklasy�kowanych jako
pozytywne i faktycznie pozytywnych do wszystkich faktycznie
pozytywnych

Warto±ci P i R s¡ pomi¦dzy 0 a 1 (im wy»sze tym lepiej)



Jednowarstwowe
Sieci

Neuronowe
jako

klasy�katory
do wielu klas

(c) Marcin
Sydow

F-miara

W praktyce P i R s¡ w pewnym sensie sprzeczne i zwykle
poprawianie jednej z nich pogarsza drug¡.

Poniewa» trudno jest w praktyce zbudowa¢ klasy�kator
maksymalizuj¡cy równocze±nie P i R, wprowadzona inn¡ miar¦,
która zbiorczo reprezentuje te 2 miary za pomoc¡ jendej liczby:
F-miara:

De�nition

F = 2·P·R
P+R

(jest to ±rednia harmoniczna P i R)

Intuicyjnie, je±li F-miara jest wysoka, to obie miary P i R musz¡
by¢ wysokie.
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Przykªad

Rozwa»my nast¦puj¡c¡ macierz omyªek:

zaklasy�kowano jako → pozytywne negatywne

pozytywne 40 5

negatywne 10 45

Precyzja: P = 40
(40+10) = 4

5

Peªno±¢: R = 40
(40+5) = 8

9

F-miara: F =
2· 4

5
· 8
9

4
5
+ 8

9

= 64
76 = 16

19
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Zagadnienia do przyswojenia:

dyskretny perceptron i jego ograniczenia

inne funkcje aktywacji

wielo-klasy�kacja przy pomocy jedno-warstwowe sieci
neuronowej

ograniczenia jedno-warstwowej sieci neuronowej
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Dzi¦kuj¦ za uwag¦.


