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Podej±cia do uczenia maszynowego

sztuczne sieci neuronowe

drzewa decyzyjne

reguªy decyzyjne

support vector machines

wiele innych...
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Sieci neuronowe jako �black box�

Sieci neuronowe (zwªaszcza wielowarstwowe z reguª¡ uczenia
opart¡ na propagacji wstecznej) stanowi¡ pot¦»ny i uniwersalny
model uczenia maszynowego.

Jednak, mimo »e taka sie¢ mo»e �nauczy¢ si¦ teoretycznie

wszystkiego�1 to wiedza w tym modelu reprezentowana jest w
sposób zupeªnie nieczytelny dla czªowieka: w postaci wag
poª¡cze« i warto±ci progów poszczególnych neuronów.
Taki model nazywamy �black box�, jest skuteczny ale nie nadaje
si¦ do analizy przez czªowieka.

1przy odpowiednio du»ym zbiorze treningowym



Reprezentacja
wiedzy
wybór i
ocena
modelu

(c) Marcin
Sydow

Reprezentacja
wiedzy

Zªo»ono±¢
Modelu

Summary

Reprezentacja wiedzy, cd

Istniej¡ modele uczenia maszynowego, gdzie automatycznie
�nauczona� wiedza jest reprezentowana w sposób przejrzysty dla
czªowieka, np.:

Reguªy decyzyjne

Drzewa decyzyjne
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Przykªad - diagnostyka okulistyczna

Wiedza w formie �surowej� tabeli decyzyjnej:
wiek presc. astygmatyzm ªzawienie OKULARY

mªody myope nie niskie zb¦dne
mªody myope nie normalne lekkie
mªody myope yes niskie zb¦dne
mªody myope tak normalne mocne
mªody hypermetrope nie niskie zb¦dne
mªody hypermetrope nie normalne lekkie
mªody hypermetrope tak niskie zb¦dne
mªody hypermetrope tak normalne mocne

pre-presbyopic myope nie niskie zb¦dne
pre-presbyopic myope nie normalne lekkie
pre-presbyopic myope tak niskie zb¦dne
pre-presbyopic myope tak normalne mocne
pre-presbyopic hypermetrope nie niskie zb¦dne
pre-presbyopic hypermetrope nie normalne lekkie
pre-presbyopic hypermetrope tak niskie zb¦dne
pre-presbyopic hypermetrope tak normalne zb¦dne
presbyopic myope nie niskie zb¦dne
presbyopic myope nie normalne zb¦dne
presbyopic myope tak niskie zb¦dne
presbyopic myope tak normalne mocne
presbyopic hypermetrope nie niskie zb¦dne
presbyopic hypermetrope nie normalne lekkie
presbyopic hypermetrope tak niskie zb¦dne
presbyopic hypermetrope tak normalne zb¦dne

(Taka forma reprezentacji jest maªo �skompresowana�: ka»dy
wiersz to oddzielny przypadek.



Reprezentacja
wiedzy
wybór i
ocena
modelu

(c) Marcin
Sydow

Reprezentacja
wiedzy

Zªo»ono±¢
Modelu

Summary

Wiedza w formie reguª decyzyjnych

przykªad kilku pierwszych automatycznie wygenerowanych
reguª decyzyjnych (dla problemu diagnostyki okulistycznej):

IF tear production rate = reduced THEN recommendation =
NONE

IF age = young AND astigmatic = no AND tear production
rate = normal THEN recommendation = SOFT

IF age = presbyopic AND astigmatic = no AND tear production
rate = normal THEN recommendation = SOFT

IF age = presbyopic AND spectacle prescription = myope AND
astigmatic = no THEN recommendation = NONE

Reguªy mog¡ stanowi¢ du»o bardziej zwart¡ form¦ reprezentacji
wiedzy ni» tabela decyzyjna.

Przykªadem algorytmu automatycznie generuj¡cego reguªy decyzyjne
jest algorytm pokrywania (ang. covering)



Reprezentacja
wiedzy
wybór i
ocena
modelu

(c) Marcin
Sydow

Reprezentacja
wiedzy

Zªo»ono±¢
Modelu

Summary

Wiedza w formie drzewa decyzyjnego

Du»o bardziej zwarta forma reprezentacji wiedzy (uwaga: te
reguªy pokrywaj¡ wszystkie poza 2 przypadki!)
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Automatyczne generowanie drzew decyzyjnych:

Metoda ID3

W skrócie:

1 Wybieramy atrybut

2 tworzymy rozgaª¦zienia dla poszczególnych warto±ci
atrybutu

3 powtarzamy 1 i 2 a» do momentu, gdy zostan¡ tylko
elementy jednej kategorii we wszystkich rozgaª¦zieniach.

Uwaga: Im dªu»ej budujemy drzewo tym wi¦ksze ryzyko
�przetrenowania�.

Atrybut do podziaªu wybieramy ze wzgl¦du na pewne kryterium
- ogólnie d¡»ymy do tego, »eby drzewo:

jak najdokªadniej klasy�kowaªo

byªo jak najprostsze

(zauwa»my: s¡ to wzajemnie przeciwstawne postulaty)
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Automatyczne generowanie drzew decyzyjnych -
przykªad

Przypomnijmy dane dotycz¡ce pogody i pewnej gry:

outlook temperature humidity windy PLAY?

sunny hot high false no
sunny hot high true no

overcast hot high false yes
rainy mild high false yes
rainy cool normal false yes
rainy cool normal true no

overcast cool normal true yes
sunny mild high false no
sunny cool normal false yes
rainy mild normal false yes
sunny mild normal true yes

overcast mild high true yes
overcast hot normal false yes
rainy mild high true no
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Budowanie drzewa decyzyjnego - Metoda ID3

Mamy do wyboru 4 atrybuty: outlook, temperature, humidity
oraz windy.

Czy wida¢ który jest najlepszy?
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Kryterium wyboru atrybutu do podziaªu

Metoda ID3

Intuicyjnie - atrybut jest tym lepszy im lepiej �rozdziela
kategorie�.

�ci±lej - z ka»dym mo»liwym podziaªem mo»na zwi¡za¢ pewn¡
miar¦ �jako±ci podziaªu� i wybra¢ ten atrybut, dla którego
warto±¢ tej miary jest najlepsza.

Na przykªad, tak¡ miar¡ jest �zysk informacyjny� (ang.
information gain), poj¦cie wprowadzone w teorii informacji i
zwi¡zane z poj¦ciem entropii, sªu»¡ce do mierzenia ilo±ci
informacji (rozwini¦tej w latach 40. XX. wieku m.in. przez
wybitnego uczonego: Claude Shannon'a).

Wybieramy taki podziaª, »e b¦dzie trzeba najmniej informacji,
»eby nast¦pnie wyspecy�kowa¢ kategori¦.
Czy wida¢, który to atrybut?
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Entropia Informacji

Poj¦cie wzorowane na poj¦ciu entropii w termodynamice (gdzie
jest miar¡ �nieuporz¡dkowania�/�chaotyczno±ci� ukªadu)
Dany jest dyskretny rozkªad prawdopobie«stwa zmiennej losowej
X:
P(X ) = (p1, ..., pn)
(pi = P(X = i))
Entropia zde�niowana jest jako:

H(X ) = −
n∑

i=1

log2(pi ) · pi

Entropia jest najwy»sza, gdy wszystkie prawdopodobie«stwa s¡
równe, a najni»sza (0), gdy nie ma losowo±ci (czyli pi = 1 dla
pewnego i a dla pozostaªych 0). Mo»e wi¦c by¢ interpretowana
jako miara �stopnia zaskoczenia� (lub �chaosu�) w losowo±ci.
Entropia ma wiele bardzo ciekawych wªasno±ci.
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Wynikowe Drzewo

Po kilku krokach, przy opisanej powy»ej procedurze,
otrzymujemy nast¦puj¡ce wynikowe drzewo decyzyjne:

outlook temp. hum. win. ?

sunny hot high false no
sunny hot high true no

overcast hot high false yes
rainy mild high false yes
rainy cool normal false yes
rainy cool normal true no

overcast cool normal true yes
sunny mild high false no
sunny cool normal false yes
rainy mild normal false yes
sunny mild normal true yes

overcast mild high true yes
overcast hot normal false yes
rainy mild high true no
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Udoskonalone Algorytmy Budowy Drzew

Najcz¦±ciej stosowanym w praktyce algorytmem budowy drzew
decyzyjnych jest ogólnie dost¦pny algorytm C4.5.

Algorytm ten jest znacznym rozbudowaniem idei pokazanej
przed chwil¡ (ID3).

Zawiera te» znaczn¡ ilo±¢ dodatkowych ulepsze«, do których
nale»¡ m.in.: dostowanie do atrybutów numerycznych,
brakuj¡cych warto±ci, zanieczyszczonych danych oraz tzw.
�oczyszczanie� drzewa (ang. pruning), które automatycznie
upraszcza to drzewo i zapobiega przetrenowaniu.
Algorytm C4.5 ma te» komercyjn¡ (zastrze»on¡) wersj¦: C5.2,
która jest jeszcze bardziej rozbudowana, i cechuje si¦
nieznacznie wy»szymi osi¡gami.
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Zªo»ono±¢ Modelu i Przetrenowanie

Jest to bardzo wa»ne poj¦cie. Im bardziej zªo»ony (zawieraj¡cy
wi¦cej �detali�) jest model, tym ma teoretycznie wi¦ksze
mo»liwo±ci w odwzorowaniu niuansów uczonego poj¦cia, ale
niesie to te» ryzyko tzw. przetrenowania czyli dostosowania si¦
modelu �na sztywno� do danych trenuj¡cych, bez �uogólnienia�
wiedzy na nieznane przypadki.
Zªo»ono±¢ nie powinna by¢ wi¦c za wysoka.
Zwykle mo»emy kontrolowa¢ zªo»ono±¢ modelu.

Na przykªad:

w sieciach neuronowych, zªo»ono±¢ modelu ro±nie wraz z
liczb¡ neuronów.

w drzewach decyzyjnych: wraz z liczb¡ w¦zªów drzewa

w reguªach decyzyjnych: wraz z liczb¡ reguª

Model powinien by¢ jak najprostszy.
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Przykªady zbyt zªo»onych modeli

100-w¦zªowe drzewo decyzyjne do problemu �iris�

100 neuronów w sieci modeluj¡cej problem Xor
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Zªo»ono±¢, cd

Oczywi±cie za maªo zªo»ony model nie jest w stanie skutecznie
nauczy¢ si¦ poj¦cia (np. pojedynczy neuron dla porblemu Xor)
Zbyt zªo»ony model powoduje jednak nast¦puj¡ce problemy:

dªugi i kosztowny obliczeniowo proces uczenia

zbyt sztywne dostosowanie do konkretnych przykªadów
ucz¡cych (tzw. przetrenowanie) bez mo»liwo±ci
�uogólniania� na nowe nieznane przypadki. W takim
przypadku model osi¡ga b. dobre wyniki tylko na danych
trenuj¡cych ale na nieznanych przypadkach (poza zbiorem
ucz¡cym) model radzi sobie bardzo sªabo. (przypomina to
uczenie si¦ �na pami¦¢� przez niektórych studentów)
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Zªo»ono±¢ modelu, cd

Zale»no±¢ pomi¦dzy zªo»ono±ci¡ modelu a bª¦dem na danych
trenuj¡cych i testuj¡cych, odpowiednio:

Przetrenowanie jest widoczne w prawej cz¦±ci wykresu (zbyt
skomplikowany model). Jak wida¢, najlepsza zªo»ono±¢ modelu, z
punktu widzenia jego skuteczno±ci, jest w ±rodkowej cz¦±ci modelu)
(obrazek wg: Hastie, Tibshirani �Elements of Statistical Learning�, p. 194)
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Wybór i ocena modelu

Dwa istotne problemy:

wybór odpowiedniego modelu i stopnia jego zªo»ono±ci

ocena jako±ci modelu (przewidzenie jak dobrze model
b¦dzie dziaªaª na faktycznie nieznanych przypadkach)

Jako±¢ oceniana na danych ucz¡cych, b¦dzie zawsze zawy»ona
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Jak oceni¢ jako±¢ modelu?

Je±li danych treningowych jest wystarczaj¡co du»o:
podzieli¢ dane na trzy oddzielne zbiory:

1 treningowy (do uczenia si¦)

2 walidacyjny (wybór modelu i kontrola stopnia zªo»ono±ci)

3 testowy (zachowany do momentu ostatecznej oceny
modelu)

Nie ma ogólnej reguªy na proporcje wielko±ci, mo»e by¢ np.:
50%, 25%, 25%, respectively
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Za maªo danych ucz¡cych

Wtedy stosuje si¦ inne metody, np:

walidacja krzy»owa (cross-validation)

leave-one-out

bootstrap

walidacja krzy»owa jest najbardziej popularna
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Walidacja krzy»owa

Pozwala jednocze±nie osi¡gn¡¢ 2 pozornie sprzeczne cele:

u»y¢ caªego zbioru treningowego

nie ocenia¢ systemu na przykªadach ze zbioru treningowego

Dzielimy zbiór treningowy na N rozª¡cznych cz¦±ci (w sposób
losowy). Bierzemy jedn¡ cz¦±¢ jako zbiór ewaluacyjny a
pozostaªe N-1 jako treningowe. Powtarzamy N razy (dla ka»dej
cz¦±ci). �¡czna Proporcja bª¦du to u±rednione proporcje ze
wszystkich N.

Najcz¦±ciej bierze si¦ N=10 (ang. 10-fold cross-validation).
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Straty�kacja (ang. strati�cation)

Polega na tym, »e w zbiorze waliduj¡cym proporcje przykªadów
nale»¡cych do wszystkich kategorii (w zagadnieniu klasy�kacji)
s¡ bardzo zbli»one do tych zaobserwowanych w caªym
pierwotnym zbiorze treningowym.
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Inne techniki

Technika �leave-one-out� jest szczególnym przypadkiem
�cross-validation�. N wynosi tutaj tyle ile jest przypadków w
zbiorze treningowym.

Zbiory waliduj¡ce s¡ wi¦c jedno-elementowe.

Technika ta jest, oczywi±cie, kosztowna obliczeniowo.

Zauwa»my te», »e jej wynik jest deterministyczny (w
przeciwie«stwie do innych wariantów cross-validation, gdzie
podziaª jest losowy).

W sposób oczywisty, zbiory waliduj¡ce nie s¡
straty�kowane.
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Problemy kontrolne

model typu �black box�

reprezentacja wiedzy

reguªy decyzyjne i algorytmy (idea)

drzewa decyzyjne

zªo»ono±¢ modelu

wybór i ocena modelu

przetrenowanie i jego omini¦cie

walidacja krzy»owa

Ewaluacja: Macierz Pomyªek, Precyzja, Peªno±¢, F-miara
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Dzi¦kuj¦ za uwag¦.


	Reprezentacja wiedzy
	Złozonosc Modelu
	Summary

